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摘要：穗轴粗和出籽率均是典型的数量性状，在不同程度上影响玉米产量。全基因组选择整合全基因组关联分析

（GWAS，genome-wide association study）的先验信息是提高性状预测准确性的有效方法。本研究利用 309 份玉米自交系

穗轴粗和出籽率表型和基因分型测序技术获得的基因型数据，研究基因组最佳线性无偏预测（GBLUP，genomic best linear 
unbiased prediction）、贝叶斯 A（Bayes A）和再生核希尔伯特空间（RKHS，reproducing kernel Hilbert space）模型对 2 种

GWAS 方法即固定和随机模型交替概率统一（FarmCPU，fixed and random model circulating probability unification）和压缩混

合线性模型（CMLM，compressed mixed linear model）衍生的不同数量标记集、随机选择标记集和所有标记对预测准确性的影

响。对于 2 个性状 FarmCPU 和 CMLM 衍生标记集，3 个预测模型间的预测准确性差异较小，差值变异范围介于 0~0.03。对

于随机标记集，相比其他 2 个模型的预测准确性，RKHS 对穗轴粗可提高 3.57%~15.91%，而 3 个预测模型对出籽率具有相似

的预测效果。除了 50 和 100 个标记，3 个模型利用 CMLM 衍生标记对 2 个性状的预测效果均优于 FarmCPU。相比随机标

记集，穗轴粗 GWAS 衍生标记的预测准确性可提高 15.52%~88.37%；出籽率利用衍生标记可提高 1~5.89 倍。所有衍生标记

集的预测准确性均高于所有标记。这些结果均表明，全基因组选择整合 GWAS 衍生标记有利于提高穗轴粗和出籽率的预测

准确性。
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Genome-Wide Prediction Analysis for Ear Cob  
Diameter and Kernel Ratio in Maize
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Abstract：Maize ear cob diameter（CD）and kernel ratio（KR）are controlled by multiple quantitative 
loci and both traits associate with the yield production. The genomic selection in conjugation with information 
identified by genome-wide association study（GWAS）is an effective method to improve the prediction accuracy. 
By taking use of the phenotypic datasets of CD and KR and the genotypic data derived from genotyping-
by-sequencing in 309 maize inbred lines，here we investigated the genomic prediction accuracy using three 
GS models（genomic best linear unbiased prediction，GBLUP，Bayes A，reproducing kernel Hilbert space，
RKHS）and different marker subsets（GWAS-derived markers：fixed and random model circulating probability 
unification，FarmCPU，compressed mixed linear model，CMLM，randomly selected markers，and all markers）. 
By taking use of FarmCPU-and CMLM-derived markers at both traits，only slight difference（0-0.03）on the 
prediction accuracy using three prediction models was observed. For random markers，GS using RKHS model 
represented higher prediction accuracy of CD（3.57%-15.91%）if compared to two other models，whereas no 
difference for KR was detected. Except for 50 and 100 markers，the prediction accuracy of CMLM-derived 
marker using three models were higher than that of FarmCPU-derived markers. Compared to random markers，
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GWAS-derived markers were able to increase the prediction accuracy（15.52%-88.37% for CD，1-5.89 fold 
for KR）. The prediction accuracy by deployment of GWAS-derived marker subsets was higher than that of all 
markers. Collectively，these results indicated that genomic selection using GWAS-derived markers could improve 
the prediction accuracy of CD and KR in maize.

Key words： markers derived from genome-wide association study；genome-wide prediction；genomic best 
linear unbiased prediction；reproducing kernel Hilbert space；Bayes A

玉米（Zea mays L.）穗轴粗和出籽率是典型的

数量性状，主要受微效多基因控制。目前，利用全

基因组关联分析（GWAS，genome-wide association 
study）和传统定位方法已鉴定到大量控制出籽率

和穗轴粗的关键位点［1-4］。分子标记辅助选择可

以对遗传效应较大的位点进行有效选择，已成功用

于对玉米丝黑穗病抗性、支链淀粉和赖氨酸含量等

性状的主效位点聚合改良［5-6］。但该方法依赖于

定位结果的准确性和位点遗传效应的高低，限制了

其在育种中的应用。全基因组选择（GS，genomic 
selection）能够对所有遗传变异和遗传效应进行检

测和估计，因此可以有效地利用微效位点。相比分

子标记辅助选择，GS 可以提高玉米散粉吐丝间隔、

散粉期和吐丝期的预测准确性［7］。在产量和秸秆

产量的遗传进度上，GS 选育的玉米株系比分子标

记轮回选择的高 14%~50%［8］。而且，GS 选择株系

的产量测交表现比传统系谱选择方法选择的提高

7.3%［8］。在相同的选择增益下，GS 比传统表型选

择方法降低 32% 的花费［9］。

预测模型和标记数量是影响 GS 预测准确性

的重要因素。基因组最佳线性无偏预测（GBLUP，
genomic best linear unbiased prediction）、岭回归最佳

线性无偏预测（RR-BLUP，ridge regression BLUP）、
贝叶斯方法（Bayes）、半参数模型如再生核希尔伯

特空间（RKHS，reproducing kernel Hilbert space）和

非参数模型神经网络和支持向量机等是目前常用

的预测模型［10-14］。GBLUP 和 Bayes 均基于混合线

性模型［10，12］。前者假定随机效应方差相等，多利

用 van Raden［15］提出的基因组关系构建 G 矩阵计

算基因组估计育种值。Bayes 模型中标记效应方差

具有不同的先验分布假设［10，12］。其中，Bayes A 模

型假定每个标记都有效应且服从正态分布，但每个

标记方差不同，标记效应方差服从标准的逆卡方分

布［10］。RKHS 是 Gianola 等［11］提出的一种结合混

合模型和核函数拟合标记间上位性效应的半参数

模型。在此基础上，de los Campos 等［16-17］提出了

RKHS 单核模型和多核模型。不同模型对标记效应

分布的假设不同导致了不同模型间预测准确性的

差异。由于性状遗传结构复杂多样以及不同群体

类型的限制，目前没有一种模型能够适用于所有情

况［18］。多数研究表明，分子标记个数的增加可以提

高预测的准确性［19-21］。相比随机选择的标记，利用

GWAS 衍生标记可以有效地提高性状的预测准确

性［22-24］，但这些研究均是基于一种 GWAS 方法的结

果。不同 GWAS 方法衍生标记对预测准确性的研

究，目前尚缺少报导。在玉米 GS 研究中，预测也多

针对产量、穗行数、株型、抗旱和抗病等性状［12，22-25］， 
对穗轴粗和出籽率缺乏研究。因此，本研究以 309
份玉米自交系穗轴粗和出籽率的表型和简化基因组

测序获得的基因型数据为研究对象，利用 GBLUP、
Bayes A 和 RKHS 模型对 2 种 GWAS 方法即固定

和随机模型交替概率统一（FarmCPU，fixed and 
random model circulating probability unification）和

压 缩 混 合 线 性 模 型（CMLM，compressed mixed 
linear model）衍生的不同数量标记集、随机选

择标记集和所有标记进行预测，研究 GS 整合

GWAS 衍生标记用于预测穗轴粗和出籽率的 
效果。

1　材料与方法

1.1　试验材料

本研究利用的 309 份自交系主要包括黄淮海

骨干自交系、中国核心种质和美国保护期过期的种

质等［1-2］。2017 年，该群体种植在河南周口郸城、河

南新乡原阳、河南商丘虞城和海南三亚。2019 年，

该群体种植在原阳。采用随机区组试验设计，2 行
区，3 个重复。每个小区，选择授粉较好的 3 个果

穗，测量穗轴粗、单穗重和单穗粒重，计算出籽率。

利用 GBS 简化测序技术获取 309 份材料的基因型，

具体实施方法见文献［1-2］。以最小等位基因频率大

于 0.05，杂合率和缺失率均小于 0.10 为筛选标准，

共获得 58129 个单核苷酸多态性位点（SNP，single 
nucleotide polymorphisms）用于关联分析和基因

组预测分析。利用 R 语言将低频等位基因型编码
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为 2，高频等位基因型编码为 0，杂合基因型编码为

1。同时，根据已知基因型的基因型频率，对缺失的

SNP 进行随机插补。利用 QTL IciMapping v4.0 软

件的 AOV 功能［26］对不同环境表型计算最佳线性

无偏估计值（BLUE，best linear unbiased estimate）
作为本研究穗轴粗和出籽率的表型。

1.2　试验方法

利用 R 语言 GAPIT 包的 FarmCPU 和 CMLM
方法计算标记和性状的关联性即 -log10（P）。2 个

模型的群体结构 Q 值和亲缘系数 K 值计算方法同

文献［1-2］。将 -log10（P）从大到小排序，选择 50、
100、500、1000、2000、5000、8000 和 10000 个 SNP
用于穗轴粗和出籽率基因组预测分析。同时，随

机选择等数量的标记和所有标记（58129）用于预

测分析。利用 GBLUP、Bayes A 和 RKHS 模型进

行预测。RKHS 采用的是多核模型，其中宽带参

数设置为 1/5M、1/M 和 5/M，M 为欧氏距离的均 
方［27］。3 个模型均利用 R 语言 BGLR 包计算，迭代

的次数均为 12000，预烧为 3000 次，其他参数按默认

设置［27］。采用 5 倍交叉验证方案，将研究群体分

成训练集和验证集，重复 100 次。利用验证集 100
次预测的表型值和 BLUE 值间相关系数均值作为

GS 的预测准确性（rMG）。A 相比 B 预测准确性提

高百分比的计算公式为 。利

用 R 语言 stats 包的 aov 分别对不同预测模型间、不

同衍生标记集间、不同随机选择标记集以及不同标

记选择方案间准确性进行方差分析。利用 R 语言

agricolae 包的 duncan.test 进行 P<0.05 水平多重比

较检验。

2　结果与分析

2.1　不同 GS 模型预测准确性的比较

利用GBLUP、Bayes A 和RKHS 模型比较CMLM 
和 FarmCPU 衍生的不同标记集、随机选择标记

集和所有标记的预测准确性（图 1、图 2）。对于

所有标记集，穗轴粗的预测准确性均高于出籽率。

这可能是因为穗轴粗的遗传力（0.77）高于出籽

率（0.51）［1-2］。对于 CMLM 衍生的 8 个标记集，

3 个预测模型对穗轴粗的预测准确性基本相同，

差值变异范围介于 0~0.01（图 1A）。对于穗轴粗

FarmCPU 衍生的标记，3 个预测模型具有相似的预

测效果，差值变异范围介于 0~0.02（图 1C）。对于

出籽率衍生标记集，3 个模型间准确性差异较小，差

值变异范围介于 0~0.03（图 1B、D）。穗轴粗不同

衍生标记间准确性的差值介于 0.11~0.17，低于出籽

率不同衍生标记间准确性的差值（0.22~0.29）。对

于穗轴粗随机选择的标记集，RKHS 相比 GBLUP
和 Bayes A 可提高 3.57%~15.91%（图 1E）。对于出

籽率，除了 50 个随机选择标记外，3 个模型间准确

性差异不显著（图 1F）。
2.2　不同 GWAS 方法衍生标记的预测准确性比较

在穗轴粗和出籽率的 3 个模型中，FarmCPU 衍

生标记和 CMLM 衍生标记间的准确性差异达到显

著水平（t 测验，P<0.05，详见 http：//doi.org/10.13430/
j.cnki.jpgr.20200405002，附图 1）。FarmCPU 衍

生的 50 个标记对穗轴粗的预测效果高于 CMLM
模型，可提高 4.05%~5.41%（图 2、详见 http：//doi.
org/10.13430/j.cnki.jpgr.20200405002，附 图 1）。 
相比 FarmCPU，3 个模型利用 100~10000 个 CMLM 
衍 生 标 记 对 穗 轴 粗 的 预 测 准 确 性 可 提 高

3.85%~40.63%。FarmCPU 衍 生 的 50 个 和 100 个 
标 记 对 出 籽 率 的 预 测 效 果 优 于 CMLM，可 提

高 18%~48.78%。对于出籽率其他标记集，3 个

模型 CMLM 衍生标记的预测效果均明显高于

FarmCPU，可提高 17.86%~69.23%（图 2、详见 http：//
doi.org/10.13430/j.cnki.jpgr.20200405002，附 图 1）。 
2 个性状不同数量衍生标记间的预测准确性存在

显著差异（图 2）。3 个模型利用 CMLM 衍生标记

集的预测准确性均随着标记个数的增加表现为先

增后降趋势，穗轴粗的预测准确性在 2000 个衍生

标记处达到峰值，为 0.90~0.91，而出籽率在 1000
个衍生标记处准确性最高，为 0.70~0.71（图 2）。 
3 个模型利用 FarmCPU 衍生标记对穗轴粗和出籽率

的预测准确性均在 50 个标记最高，分别为 0.77~0.78
和 0.61~0.62，然后随着标记个数的增加逐渐降低 

（图 2）。
2.3　GWAS 衍生标记和随机选择标记预测准确性

的比较

在 3 个模型中，相比随机选择标记集，利用

FarmCPU 和 CMLM 衍生标记集可显著提高穗轴

粗和出籽率的预测准确性（图 2）。相比随机标记

集的预测准确性，穗轴粗 GWAS 衍生标记可提高

15.52%~88.37%，而出籽率利用衍生标记可提高

1~5.89 倍。所有 GWAS 方法衍生标记集的预测能

力均显著高于所有标记（图 2）。这些研究结果均表

明，全基因组预测模型中拟合 GWAS 衍生标记有利

于提高穗轴粗和出籽率的预测准确性。
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A、C、E：分别为穗轴粗 CMLM 衍生标记、FarmCPU 衍生标记和随机选择标记；B、D、F：分别为出籽率 CMLM 衍生标记、 
FarmCPU 衍生标记和随机标记。不同字母表示预测模型准确性均值在 P<0.05 水平存在差异

A，C，E：represent CMLM-derived markers，FarmCPU-derived markers and random markers for ear cob diameter，respectively.  
B，D，F：represent CMLM-derived markers，FarmCPU-derived markers and random markers for kernel ratio，respectively.  

Different letters represent mean accuracies among prediction models are different at P<0.05 level

图 1　穗轴粗和出籽率 3 个预测模型的预测准确性
Fig.1　Prediction accuracy of three prediction models  

 for ear cob diameter and kernel ratio



1712 植　物　遗　传　资　源　学　报 22 卷

e
d

c bc a ab c c

f

a a
b

c
d e de de

f

d d

c c bc ab a a

0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

50 100 500 1000 2000 5000 8000 10000 58129

P
re

d
ic

ti
o
n
 a

c
c
u
ra

c
y

Marker number

A

e
d

c ab a a bc c

f

a a
b

c
d d d d

e

b b
a a a a a a

0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

50 100 500 1000 2000 5000 8000 10000 58129 
P

re
d

ic
ti

o
n

 a
c
c
u

ra
c
y

Marker number

C

e
d

c ab a a bc bc

f

a ab b
c

d
e e e

f

d d

c c bc ab ab a

0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

50 100 500 1000 2000 5000 8000 10000 58129

P
re

d
ic

ti
o

n
 a

c
c
u

ra
c
y

Marker number

E

f
e

d
ab a abc bcd cd

g

a a
b

c
d d de e

fb

c
b ab ab ab a a

0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

50 100 500 1000 2000 5000 8000 10000 58129

P
re

d
ic

ti
o
n
 a

c
c
u
ra

c
y

Marker number

B

CMLM-derived markers FarmCPU-derived markers Random markers

e

d

bc
a a ab bc c

f

a a
b

c
d de

ef f

g
a

b
a a a a a a

0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

50 100 500 1000 2000 5000 8000 10000 58129 
 P

re
d

ic
ti

o
n

 a
c
c
u

ra
c
y

Marker number

D

d
c

b
a a ab ab b

e

a a
b

c
d d de e

fc

d
c bc

abc ab a a

0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

50 100 500 1000 2000 5000 8000 10000 58129

P
re

d
ic

ti
o

n
 a

c
c
u

ra
c
y

Marker number

F

CMLM-derived markers FarmCPU-derived markers Random markers

CMLM-derived markers FarmCPU-derived markers Random markers

A、C、E：分别表示穗轴粗 GBLUP、RKHS 和 Bayes A 模型；B、D、F：分别表示出籽率 GBLUP、RKHS 和 Bayes A 模型； 
不同字母表示不同标记集间准确性均值在 P<0.05 水平存在差异

A，C，E：represent GBLUP，RKHS and Bayes A models for ear cob diameter，respectively.  
B，D，F：represent GBLUP，RKHS and Bayes A models for kernel ratio，respectively.  

Different letters represent mean accuracies between different marker numbers are different at P<0.05 level

图 2　穗轴粗和出籽率不同标记数量的预测准确性
Fig.2　Prediction accuracy of different marker numbers for ear cob diameter and kernel ratio
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3　讨论

GWAS 是全基因组范围鉴定性状遗传变异的

一种定位方法。而 GS 是通过已知基因型和表型信

息，建立模型进行预测，从而对研究材料进行有效预

测和选择的一种分子育种方法。虽然 GWAS 和 GS
用来解析遗传性状的不同方面，但两者具有相同的

数据结构即基因型和表型。因此，GWAS 挖掘的先

验信息可以整合到 GS 模型中，用来对复杂数量性

状进行遗传改良。

本研究将不同 GWAS 方法挖掘的先验信息，

整 合 到 GBLUP、Bayes A 和 RKHS 模 型 中，对 穗

轴粗和出籽率进行了预测研究。多数衍生标记集

中，3 个模型表现出相似的基因组预测能力。在

其他作物、研究群体和性状中，3 个模型表现出不

同程度的差别。RKHS 对小麦抽穗期和产量的预

测准确性高于 Bayes A［28］。在玉米育种群体中，

相比 GBLUP，RKHS 对干旱环境产量和散粉丝间

隔的预测略有优势［29］。对于玉米高油相关性状，

RKHS 的基因组预测能力低于 Bayes A，且两者的

预测能力均低于 RR-BLUP 模型［30］。理论研究表

明，GBLUP 和 RR-BLUP 是等价的［31］。在玉米 F2：3 

群体中，RKHS 对产量和株高的预测准确性优于

Bayes A 和 GBLUP［12］。大多数情况下，相比其他 2
个模型，RKHS 利用随机选择标记和所有标记表现

出预测优势。RKHS 能够有效地捕捉杂交群体中

的非加性效应，因此可以提高预测的准确性［11］。本

研究中，309 份自交系简化测序数据存在一定程度

的杂合性。因此，即使是随机选择的标记，RKHS
仍具有较好的预测能力。当利用 GWAS 衍生标

记时，RKHS 的优势并不明显。这说明，性状的遗

传结构对预测结果的影响较大。不同衍生标记预

测准确性的差异远大于不同模型间的差异也证明 
如此。

在出籽率和穗轴粗显著位点检测功效上，

FarmCPU 优于 CMLM［1-2］。对于衍生标记的预测

准确性，2 种方法随着标记个数的变化表现出较大

差异。2 个性状中，FarmCPU 均利用 50 个衍生标

记获得最高的预测准确性，且高于 CMLM 方法。

对于 CMLM 衍生标记，穗轴粗和出籽率的预测准

确性均随着标记的数量增加呈现先增后降趋势。除

了出籽率 50 个和 100 个衍生标记外，500~10000 个

CMLM 衍生标记的准确性高于 FarmCPU。CMLM
方法将研究个体进行聚类分组，利用小组间的亲

缘关系即 K 矩阵代替个体间的 K 矩阵［32］。而

FarmCPU 通过交替利用一个固定效应模型和一个

随机效应模型来解决亲缘关系、群体结构和标记效

应间的混杂问题，其具体原理为利用固定效应模型

检测所有遗传标记，利用可能关联位点作为协变

量控制假阳性，随机效应模型中采用 bin 方法根据

标记 P 值和位置信息预测优化可能关联位点［33］。 
2 种 GWAS 方法利用不同的策略来提高位点检测

的统计功效和解决模型中的混杂问题，是可能导致

其衍生标记预测准确性的差别的原因。即使多数

标记集中 FarmCPU 的预测准确性要低于 CMLM
方法，但其对出籽率和穗轴粗也表现出较高的预

测能力，最高可达 0.62 和 0.90，可以满足预测的 
要求。

在 3 个模型中，相比随机选择的标记集，利

用 FarmCPU 和 CMLM 衍生的标记集可以显著

提高穗轴粗和出籽率的预测准确性。而且所有

GWAS 模型衍生标记集的预测效果均明显高于所

有标记。这些结果均表明，全基因组选择模型中

拟合 GWAS 衍生标记有利于提高性状的预测准确

性。这与多数研究结果一致［18，22-24］。由于 GWAS
衍生标记的个数远少于所有标记，因此减少了标记

间的共线性问题和模型估计育种值的复杂性［18］，

从而提高了预测的准确性。另一个解释是 GWAS
衍生标记可能与目标性状相关。基因组预测准确

性会随着衍生标记的排序和个数的变化而产生差

异。本研究 3 个预测模型中，穗轴粗和出籽率分别

利用 2000 个和 1000 个 CMLM 衍生标记获得最

高的预测准确性；而 FarmCPU 方法中，仅需要 50
个衍生标记即可获得最高的预测效果。刘小刚［34］

研究发现，在玉米自然群体中，性状关联标记数为

1000~2000 时，预测准确性达到最高，而双亲群体中

对应的标记数为 100~200。因此在利用 GS 进行预

测时，有必要利用 GWAS 或连锁分析方法对性状

的遗传结构进行解析，确定最佳的标记信息，来提

高基因组估计育种值的准确性。对于遗传力较低

的性状，预测准确性即使增加 1% 也会大大提高遗

传进度［35］。因此，GWAS 和 GS 的整合是改良复

杂性状的有效方法，可以用来预测表型，提高育种 
效率。
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A、C、E：分别表示穗轴粗 GBLUP、RKHS 和 Bayes A 模型；B、D、F：分别表示出籽率 GBLUP、RKHS 和 Bayes A 模型。不同字母表示 CMLM 衍生标

记、FarmCPU 衍生标记和随机选择标记间准确性均值在 P < 0.05水平存在差异

A, C, E: represent GBLUP, RKHS, and Bayes A models for ear cob diameter, respectively. B, D, F: represent GBLUP, RKHS, and Bayes A models for

kernel ratio, respectively. Different letters represent mean accuracies among CMLM-derived markers, FarmCPU-derived markers, and random markers are

different at P < 0.05 level

附图 1穗轴粗和出籽率不同标记选择方案的预测准确性

Fig. S1 Prediction accuracy of different marker selection strategies for ear cob diameter and kernel ratio


